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摘　 要： 湖泊水位是维持其生态系统结构、功能和完整性的基础． 鄱阳湖受流域“五河”和长江来水双重影响，水位变化

复杂． 为了准确预测鄱阳湖水位变化，采用长短时记忆神经网络方法（ＬＳＴＭ）构建了鄱阳湖水位预测模型． 该模型以赣

江、抚河、信江、饶河和修水“五河”入湖流量和长江干流流量作为输入条件，预测鄱阳湖湖区不同代表站（湖口、星子、都
昌、吴城和康山）的水位过程． 研究以 １９５６ １９８０ 年的水文时间序列数据作为训练集，１９８１ ２０００ 年作为验证集，探讨了

ＬＳＴＭ 模型输入时间窗、隐藏神经元数目、初始学习率等模型参数对预测精度的影响，并确定了鄱阳湖水位预测模型的最

优参数． 结果表明，采用 ＬＳＴＭ 神经网络方法可基于流域“五河”和长江来水量历时数据合理预测鄱阳湖不同湖区的水位

过程，五站水位预测的均方根误差为 ０．４１～０．５０ ｍ，纳什效率系数和决定系数达 ０．９６～ ０．９８． 为考察模型训练数据集对鄱

阳湖水位预测结果的影响，进一步选取了随机 ５ 年（１９５６ １９６０ 年）的资料和 ５ 个典型水文年（１９５４ 年、１９７３ 年、１９７４ 年、
１９７７ 年和 １９７８ 年）的日均流量资料来训练模型． 结果显示随机 ５ 年资料作为训练数据的预测精度要差于典型年水文资

料训练得到的模型，尤其是洪、枯水位的预测；由于典型水文年数据量仍远低于 ２０ 年的资料，故其总体预测精度要略低于

采用 ２０ 年资料训练的模型． 建议应用这类基于数据驱动的模型时，应该尽可能多选取具有代表性的资料来训练．
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鄱阳湖是中国第一大淡水湖，水量主要来自流域“五河”． 汛期，长江水可能倒灌鄱阳湖． 鄱阳湖是典型

的季节性吞吐型湖泊，水位年内年际变化剧烈，具有“洪水一片，枯水一线”的特征． 每年 ４ ６ 月为鄱阳湖主

汛期，湖水位随“五河”来水的增加而升高；７ ９ 月是长江主汛期，受到长江高水位的顶托作用，湖水位进一

步升高；每年 １０ 月 次年 ３ 月鄱阳湖属于枯水期，水位较低． 水位变化会导致湿地植被分布以及候鸟栖息等

也相应发生改变［１⁃３］ ． 近十几年来，在气候变化和高强度的人类活动影响下，鄱阳湖水情发生了剧烈的变化，
特别是枯水问题突出，出现了枯水发生时间提前、持续时间延长的现象． 湖区生态环境因水量平衡的变化面

临威胁［４⁃５］ ．
鄱阳湖水量平衡近年成为了学界关注热点． 为阐明鄱阳湖的水量变化，开展了大量卓有成效的研究，建

立了诸多水文水动力模型和数理统计模型，分析了气候变化和不同类型的人类活动对鄱阳湖水量的影响过

程以及江湖交互作用下湖泊水位的变化特征［６⁃９］ ． 水动力模型可实现过程的精细模拟，但是水动力系统庞

大、需要非常完善的基础资料、计算复杂、耗时较长，对水位高效预测仍存挑战［１０⁃１１］ ． 数理统计方法（如：多元

线性回归（ＭＬＲ）、累积距平曲线（ＣＰＣ）、概率分布函数（ＰＤＦ）、泰尔森方法（ＴＳＡ））简单易行，主要用于长时

间尺度的变化检验分析［１２⁃１６］ ． 鄱阳湖水位受流域“五河”和长江来水多重控制，其变化与“五河”来水和长江

来水有着非常复杂的非线性关系［１７］ ，难以采用简单的统计模型模拟预测水位和来水的响应关系． 人工神经

网络方法作为一种数据驱动的自适应性方法，没有先验假设，可较好地模拟预测复杂的非线性作用关系，也
在鄱阳湖得到了应用［１８］ ． 近年来，基于人工神经网络的深度学习算法得到了飞速发展． 特别是长短时记忆

神经网络方法（ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ），它通过循环反馈结构存储历史信息，具有较强的时间序列问

题求解能力，在模拟预测水文时间序列问题中受到关注． Ｚｈａｎｇ 等［１９］基于雨量器和水位传感器的在线数据，
比较了不同神经网络结构在模拟和预测挪威 Ｄｒａｍｍｅｎ 联合下水道结构水位方面的性能，证实了 ＬＳＴＭ 比没

有显式细胞记忆的传统架构更适合于多步预测． Ｚｈａｎｇ 等［２０］使用 ＬＳＴＭ 预测农业地区的地下水位，并将基于

ＬＳＴＭ 方法的预测结果与传统神经网络的预测结果进行了比较，发现前者的性能优于后者． Ｌｅｅ 等［２１］ 利用基

于物理的水文模型 ＳＷＡＴ 和数据驱动的深度学习算法 ＬＳＴＭ，在湄公河下游 Ｋｒａｔｉｅ 站进行了径流模拟． Ｌｉｕ
等［２２］提出了改进的 ＣＡ⁃ＬＳＴＭ 上下文感知神经网络，基于收集到的洪水因子序列数据对洪水进行了预测．

鄱阳湖水位受江湖共同制约，其变化与流域“五河”来水量及长江来水量具有非常复杂的非线性关系．
本文选取鄱阳湖为研究对象，采用 ＬＳＴＭ 神经网络方法，建立鄱阳湖水位日尺度的预测模型，探讨其用于预

测江湖交互作用下鄱阳湖水位变化过程的潜力，为鄱阳湖水量平衡研究提供一个快速有效的预测方法．

１ 数据和方法

１．１ 研究区概况

鄱阳湖（２８°２４′～ ２９°４６′Ｎ，１１５°４９′～ １１６°４６′Ｅ）位于长江中下游南岸，北部较平坦，东西南三面环山，全
流域总体地势是南高北低，南部地形起伏变化较大，形成了一个以鄱阳湖为底，向北开口连接长江的巨大盆

地． 鄱阳湖流域由赣江、抚河、信江、饶河和修水 ５ 个相互独立的子流域组成，与湖区共同形成了一个完整的

流域系统，流域总面积为 １６．２×１０４ ｋｍ２［１６， ２３］ ． 多年平均径流量为 １４９１ 亿 ｍ３，水位年内变幅为 ９．５９～１５．３６ ｍ．
１．２ 研究数据

选用“五河”流域外洲站、李家渡站、梅港站、渡峰坑站、虎山站、万家埠站和长江中游汉口站 ７ 站逐日平

均流量数据以及湖口站、星子站、都昌站、吴城站和康山站 ５ 站逐日平均水位数据建模，时间序列长度均为

１９５６ ２０００ 年，监测站点分布见图 １．
１．３ ＬＳＴＭ 基本原理

１．３．１ ＬＳＴＭ 前向计算　 ＬＳＴＭ 是 １９９７ 年 Ｈｏｃｈｒｅｉｔｅｒ 和 Ｓｃｈｍｉｄｈｕｂｅｒ［２４］为了解决 ＲＮＮ 模型的梯度消失或爆炸
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图 １ 鄱阳湖监测站点的空间分布

Ｆｉｇ．１ Ｌｏｃａｔｉｏｎ ｏｆ ｓａｍｐｌｉｎｇ ｓｉｔｅｓ ｉｎ ｔｈｅ Ｌａｋｅ Ｐｏｙａｎｇ

缺陷而开发的一种复杂的递归模型． Ｇｅｒｓ 等［２５］正式提出 ＬＳＴＭ 网络层是由遗忘门 ｆ、输入门 ｉ、记忆单元 Ｃ 和

输出门 ｏ 组成（图 ２）． ＬＳＴＭ 的关键是记忆单元，它像传送带一样，将信息从上一个单元传递到下一个单元．

图 ２ ＬＳＴＭ 内部结构示意图

Ｆｉｇ．２ Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｉｎｔｅｒｎａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

首先，决定从记忆单元中增减多少信息． 遗忘门本质上是一个 σ 神经网络层，根据前一时刻的输出 ｈｔ －１

和当前的输入 Ｘｔ ，产生一个介于 ０ 和 １ 之间的 ｆｔ 值：
ｆｔ ＝ σ（Ｗｘｆ·Ｘｔ ＋ Ｗｈｆ·ｈｔ －１ ＋ ｂｆ） （１）

接下来，确定将在记忆单元中存储哪些新信息． 这一部分由一个 σ 神经网络层和一个 ｔａｎｈ 神经网络层

两部分组成． 输入门根据前一时刻的输出 ｈｔ －１ 和当前的输入 Ｘｔ ，产生一个介于 ０ 和 １ 之间的 ｉｔ 值：
ｉｔ ＝ σ（Ｗｘｉ·Ｘｔ ＋ Ｗｈｉ·ｈｔ －１ ＋ ｂｉ） （２）

ｔａｎｈ 神经网络层产生一个新的候选向量 Ｃ^ ：



８６８　　 Ｊ． Ｌａｋｅ Ｓｃｉ．（湖泊科学），２０２０，３２（３）

Ｃ^ ＝ ｔａｎｈ（Ｗｘｃ·Ｘｔ ＋ Ｗｈｃ·ｈｔ －１ ＋ ｂｃ） （３）
从而更新记忆单元：

Ｃｔ ＝ ｆｔ·Ｃｔ －１ ＋ ｉｔ·Ｃ^ （４）
最后，我们决定输出什么信息． 首先，运行一个 σ 神经网络层来决定输出记忆单元的哪些部分． 然后，通

过 ｔａｎｈ 神经网络层将 Ｃｔ 值调整为－１～１，并将其乘以 σ 神经网络层的输出，最终得到目标信息．
ｏｔ ＝ σ（Ｗｘｏ·Ｘｔ ＋ Ｗｈｏ·ｈｔ －１ ＋ ｂｏ） （５）

ｈｔ ＝ ｏｔ·ｔａｎｈ（Ｃｔ） （６）
式（１～６）中，ｆ、ｉ、ｏ、Ｃ 和 ｈ 分别是遗忘门、输入门、输出门、记忆单元和输出信息， Ｗ 是相应的权重矩阵，ｂ 是

偏差矩阵，σ 和 ｔａｎｈ 是激活函数．
１．３．２ ＬＳＴＭ 反向训练　 神经网络训练的过程是去寻找最优参数，使得模型收敛，即损失函数达到极小甚至

最小的过程． 网络通过反向传播损失函数，利用梯度下降法迭代更新网络的权重［２６⁃２７］ ． 我们选取最常用的均

方误差计算损失函数：

ｌｏｓｓ ＝ １
ｍ∑

ｍ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （７）

式中，ｌｏｓｓ 为损失函数， ｙｉ 和 ｙ^ｉ 分别为 ｉ 时刻的观测值和预测值．
１．４ 模型评估标准

ＬＳＴＭ 是通过已有的训练样本（即已知数据及对应的输出）去学习得到一个最优模型，再利用该模型将

所有的输入映射为相应的输出． 我们采用均方根误差（ＲＭＳＥ）、纳什效率系数（ＮＳＥ）和决定系数（Ｒ２）３ 个指

标对模型模拟的效果进行评价［２８］ ．

ＲＭＳＥ ＝
∑

ｎ

ｉ ＝ １
（Ｙｏｂｓ

ｉ － Ｙｐｒｅ
ｉ ） ２

ｎ
（８）

ＲＭＳＥ 值为 ０ 表示观测值与预测值完全吻合．

ＮＳＥ ＝ １ －
∑

ｎ

ｉ ＝ １
（Ｙｏｂｓ

ｉ － Ｙｐｒｅ
ｉ ） ２

∑
ｎ

ｉ ＝ １
（Ｙｏｂｓ

ｉ － Ｙｍｅａｎ） ２

é

ë

ê
ê
ê

ù

û

ú
ú
ú

（９）

ＮＳＥ 是一个参数，它决定了剩余方差（噪声）相对于测量数据（信息）中的方差的相对重要性，取值范围

为负无穷至 １． 接近 １，表示模拟效果好，模型可信度高；接近 ０，表示模拟结果接近观测值的平均值水平，即
总体结果可信，但过程模拟误差大．

Ｒ２ ＝
（∑

ｎ

ｉ ＝ １
（Ｙｐｒｅ

ｉ － Ｙｍｅａｎ
ｐｒｅ ）（Ｙｏｂｓ

ｉ － Ｙｍｅａｎ）） ２

∑
ｎ

ｉ ＝ １
（Ｙｐｒｅ

ｉ － Ｙｍｅａｎ
ｐｒｅ ） ２∑

ｎ

ｉ ＝ １
（Ｙｏｂｓ

ｉ － Ｙｍｅａｎ） ２

é

ë

ê
ê
ê

ù

û

ú
ú
ú

（１０）

式（８～１０）中， Ｙｏｂｓ
ｉ 、Ｙｐｒｅ

ｉ 、Ｙｍｅａｎ 和 Ｙｍｅａｎ
ｐｒｅ 分别表示观测值、预测值、观测值的平均值和预测值的平均值，ｎ 为数据

长度． Ｒ２ 取值为 ０～１，越大表示模型拟合效果越好．

２ 鄱阳湖水位预报模型构建

２．１ 模型结构

采用单层 ＬＳＴＭ 循环神经网络建模，输入长江和“五河”来水量，其中长江水量以汉口站流量为代表，
“五河”水量以赣江外洲站、抚河李家渡站、信江梅港站、饶河渡峰坑站和虎山站、修水万家埠站流量为代表，
输出湖口站、星子站、都昌站、吴城站和康山站 ５ 个代表站的水位，实现根据“五河”来水量和长江来水量组

合预测鄱阳湖湖区未来 １ ｄ 水位的空间分布，神经网络结构见图 ３，表达式为：
ｈｔ ＋１
ｉ ＝ ｆ（Ｑｔ

ｊ，Ｑｔ －１
ｊ ，…，Ｑｔ －ｎ＋１

ｊ ） （１１）
式中， ｈｔ ＋１

ｉ 为未来 １ ｄ 的水位， Ｑｔ
ｊ 为当前时刻流量， Ｑｔ －ｎ＋１

ｊ 为输入时间窗为前 ｎ 天时刻的流量．
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图 ３ 单层长短时记忆网络 ＬＳＴＭ 模型结构

Ｆｉｇ．３ Ｓｔｒｕｃｔｕｒｅ ｏｆ ａ ｓｉｎｇｌｅ ｌａｙｅｒ ＬＳＴＭ ｍｏｄｅｌ

数据之间的差异性会对模型的学习能力产生负面影响． 因此，为了保证构建的模型中参数能够稳定收

敛，在神经网络训练之前需对其进行预处理，以确保所有变量保持在相同的量表上［２９⁃３０］ ． 我们对所有数据进

行［０，１］归一化处理：

Ｘ ＝
Ｘｏｒｉ － Ｘｍｉｎ

Ｘｍａｘ － Ｘｍｉｎ
（１２）

式中，Ｘ 是归一化后的数据，Ｘｏｒｉ是原始数据，Ｘｍａｘ和 Ｘｍｉｎ分别是原始数据的最大值和最小值．
模型损失函数选用均方根误差，优化选取基于梯度下降的 ＡＤＡＭ 算法，采用 Ｄｒｏｐｏｕｔ 正则化方法防止模

型过拟合［３１⁃３３］ ． 训练集为 １９５６ １９８０ 年的水文时间序列数据，验证集数据长度为 １９８１ ２０００ 年． 在 ＬＳＴＭ
神经网络中，输入时间窗、隐藏神经元数目、初始学习率大小等重要参数会直接影响到模型预测效果． 所以，
接下来我们将对模型中的这些参数进行优选．
２．２ 模型参数优选

２．２．１ 输入时间窗长短对模型模拟效果的影响　 鄱阳湖作为大型通江洪泛湖泊，其入湖流量与湖泊水位关系

呈现明显的非线性特征，加之长江与湖泊之间相互作用的复杂性，湖泊流量与水位之间呈现多种对应关

系［３４］ ． “五河”水量经一段时间传输入湖，鄱阳湖接受“五河”及长江来水进行调蓄作用，因而水位和流量并

不总是同步变化，存在明显的相位滞后效应，输入时间窗的优选计算就是确定流量 水位之间滞后时长的过

程． 我们计算并比较了不同长短的输入时间窗（１～ １０ ｄ，即分别将当前时刻的流量、前 ２ ｄ 内的流量、……、
前 １０ ｄ 内的流量作为输入变量）下，根据“五河”来和长江来水量，组合预测鄱阳湖湖区未来 １ ｄ 的水位空间

分布． 同时，为了确保模型较高的准确率，隐藏神经元数目应尽量多取，设置了 １００ 个；初始学习率大小应定

义为较小的值，设置为 ０．００１． 不同输入时间窗模式下模型拟合评价指标计算结果如图 ４ 所示．
虽然神经网络模型的外延效果一般不是很理想，但可通过反复对模型调试计算、选取最适宜的输入时

间窗来提高模型预测效果． 图 ４ 结果表明：不同输入时间窗下，湖口站水位预测的效果均最好，其次分别是

星子站、都昌站和吴城站，康山站水位预测效果为五站中最差． 利用当前时刻的七站流量来预测未来 １ ｄ 的

鄱阳湖五站水位时，湖口站训练和验证过程的 ＲＭＳＥ 均较大，分别为 ０．９１ ｍ 和 ０．７９ ｍ． ＮＳＥ 和 Ｒ２相对较小，
训练阶段 ＮＳＥ 为 ０．９４，Ｒ２为 ０．９５；验证阶段 ＮＳＥ 和 Ｒ２均为 ０．９６． 随着输入时间窗逐步延长，模型训练和验证
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图 ４ 不同输入时间窗下模型训练和验证过程的模拟结果

Ｆｉｇ．４ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ａｎｄ ｖｅｒｉｆｉｃａｔｉｏｎ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｎｐｕｔ ｔｉｍｅ ｗｉｎｄｏｗｓ

阶段的模拟效果都稳步提高． 当输入时间窗为 ７ ｄ 时，模型各项性能指标已达到很好的效果，继续增大输入

时间窗，模型预测效果没有明显提高． 因此，我们选择利用“五河”六站及长江干流汉口站这七站前 ７ ｄ 内的

流量来预测鄱阳湖湖口、星子、都昌、吴城和康山站未来 １ ｄ 的水位． 其中，湖口站训练和验证阶段的 ＲＭＳＥ
分别为 ０．６２ 和 ０．５５ ｍ，ＮＳＥ 分别为 ０．９７ 和 ０．９８，Ｒ２均为 ０．９８．
２．２．２ 隐藏神经元数目对模型模拟效果的影响　 ＬＳＴＭ 网络层中隐藏神经元数目是影响模型预测结果准确

率的重要参数之一． 若数量太少，网络不能很好地学习，需要训练的次数也多，训练精度也不高；若数量太

多，训练时间又较长，甚至可能导致模型不收敛［３５⁃３６］ ． 因此，我们进一步计算了隐藏神经元数分别为 １、５、１０、
２０、３０、４０、５０、１００、２００、５００ 共 １０ 种模式下，根据前 ７ ｄ“五河”六站及汉口站流量组合预测鄱阳湖 ５ 站未来

１ ｄ 的水位空间分布，相应的训练和验证阶段模型拟合评价指标的计算结果如图 ５ 所示．
计算结果表明，一定范围内随着隐藏神经元数目的增加，模型在训练和验证阶段的水位预测效果均稳

步提高，但当隐藏神经元数目增加到一定值之后，继续增加其数量模型预测效果变化不大． 隐藏神经元数为

１ 个时，各站水位预测效果最差． 湖口站水位训练和验证阶段的 ＲＭＳＥ 均高达 １．０ ｍ 以上，分别为 １．０２ 和

１．１３ ｍ，ＮＳＥ 和 Ｒ２均相对较低． 隐藏神经元数目为 ５０ 个时，各站水位预测效果的评估指标均达到平稳． 其

中，作为 ５ 个水位站中预测效果最差的康山站，ＲＭＳＥ 仅为 ０．４５ ｍ，ＮＳＥ 为 ０．９５，Ｒ２为 ０．９６． 考虑到模型预测

精度以及计算时间，我们设置了 ５０ 个隐藏神经元节点． 模型训练阶段的 ＲＭＳＥ 为 ０．６１ ｍ，ＮＳＥ 为 ０．９７，Ｒ２为

０．９８；验证阶段的 ＲＭＳＥ 为 ０．５３ ｍ，ＮＳＥ 为 ０．９８，Ｒ２也为 ０．９８．
２．２．３ 初始学习率大小对模型模拟效果的影响　 学习率表示每次迭代后权重的更新量，学习率太小，模型更

新速度慢；学习率过大，模型可能错过最优解． 为了找到模型的全局最优解，我们借助基于梯度下降的具有

相当鲁棒性的 ＡＤＡＭ 自适应学习率优化算法作为优化器［３７］ ，算法描述为：
ｍｔ ＝ β１·ｍｔ －１ ＋ １ － β１( ) ｇｔ （１３）
ｖｔ ＝ β２·ｖｔ －１ ＋ １ － β２( ) ｇ２

ｔ （１４）

ｍ^ｔ ＝
ｍｔ

１ － βｔ
１

（１５）
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图 ５ 隐藏神经元数目对模型训练和验证过程的模拟结果的影响
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ｍ^ｔ （１７）

式中， ｍｔ 和 ｖｔ 分别为一阶动量项和二阶动量项； β１ 和 β２ 为动力值大小，通常分别取 ０．９ 和 ０．９９９； ｍ^ｔ 和 ｖ^ｔ 为
各自的修正值； Ｗｔ 表示第 ｔ 次迭代时模型的参数； ｇｔ 为梯度； ε 是一个取值很小的数（一般为 １０－８），为了避

免分母为 ０．
计算了 ４ 种初始学习率（分别为 ０．１、０．０１、０．００１ 和 ０．０００１）下模型训练和验证阶段损失函数的大小（图

６）． 我们发现，初始学习率为 ０．１ 时，损失函数曲线随着迭代次数的增加发生不同幅度的震荡，此时学习率

选择过大；当初始学习率为 ０．０１ 时，训练阶段的损失函数具有较好的学习过程，但验证阶段的损失函数曲线

迅速下降，模型学得太快，基于对模型精度和速度的综合考虑，认为初始学习率过大；当初始学习率为

０．０００１ 时，则经过较长时间模型才得以收敛． 因此，我们选取训练和验证阶段均有很好的学习过程曲线的

０．００１ 作为最适初始学习率，且模型快速地收敛于 ０．０３． 此时，五站中水位预测效果最好的湖口站，训练和验

证阶段的 ＲＭＳＥ 分别为 ０．５８ 和 ０．５０ ｍ，ＮＳＥ 均为 ０．９８，Ｒ２也均为 ０．９８． 预测效果相对最差的康山站，验证阶

段的 ＲＭＳＥ 为０．４２ ｍ，ＮＳＥ 和 Ｒ２分别可达 ０．９５ 和 ０．９６． 康山站的 ＲＭＳＥ 值反而比湖口站的低，是因为各站年

内水位变幅存在差异，康山站多年年内变幅均值为 ６．０３ ｍ，而湖口站可达 １２．００ ｍ．

３ 水位预测

３．１ 预测结果分析

综上所述，最终我们建立了含 ５０ 个隐藏神经元的单层 ＬＳＴＭ 神经网络，采用基于梯度下降的自适应学

习率的 ＡＤＡＭ 优化算法，初始学习率为 ０．００１，利用“五河”六站和长江干流共 ７ 个流量站前 ７ ｄ 内的日均流

量，组合预测鄱阳湖从北到南 ５ 个水位站未来 １ ｄ 的日均水位． 将 １９５６ １９８０ 年水文序列数据作为训练集，
１９８１ ２０００ 年数据对模型进行验证． 构建的 ＬＳＴＭ 模型对湖口、星子、都昌、康山和吴城站的水位预测精度
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图 ６ 初始学习率大小对模型训练和验证过程的模拟结果的影响
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较高，模型拟合的各项评价指标如表 １ 所示，训练阶段和验证阶段 ＲＭＳＥ 都很小，范围分别为 ０．４８ ～ ０．６０ ｍ
和 ０．４１～０．５０ ｍ． 同时，训练和验证阶段的 ＮＳＥ 和 Ｒ２都很大，几乎接近于 １． 其中，训练阶段和验证阶段的

ＮＳＥ 范围分别为 ０．９２～０．９８ 和 ０．９６～０．９８；两个阶段的 Ｒ２范围则分别为 ０．９３ ～ ０．９８ 和 ０．９６ ～ ０．９８． 湖口站和

星子站 １９８１ ２０００ 年水位预测的验证结果如图 ７ 所示，以两站 ２０００ 年的水位过程线为例，湖口站年均水位

实测值和预测值分别为 １２．９８ 和 １３．２６ ｍ． 最高日均水位实测值为 １８．１０ ｍ，预测值较之大 ０．６２ ｍ，但与年均

水位相比，相差较小，具有较强的可靠性． 日均最低水位的实测值与预测值分别为 ７．７３ 和 ７．６１ ｍ，较年均和

年最高水位值的预测结果更精确． 构建的 ＬＳＴＭ 模型对湖泊最下游湖口站的水位预测精度最高，从最上游康

山站至湖口站，模型对五站水位预测精度有逐步增强的趋势，这可能和湖区各站受长江的顶托关系逐渐趋

弱有关．

表 １ 最佳模型评价指标计算结果

Ｔａｂ．１ Ｃａｌｃｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｂｅｓｔ ｍｏｄｅｌ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

数据类型 评价指标 湖口站 星子站 都昌站 康山站 吴城站

训练数据 ＲＭＳＥ ／ ｍ ０．５８ ０．６０ ０．５８ ０．４８ ０．５４
ＮＳＥ ０．９８ ０．９７ ０．９６ ０．９２ ０．９５
Ｒ２ ０．９８ ０．９７ ０．９６ ０．９３ ０．９６

验证数据 ＲＭＳＥ ／ ｍ ０．５０ ０．４９ ０．４６ ０．４１ ０．５０
ＮＳＥ ０．９８ ０．９８ ０．９７ ０．９６ ０．９６
Ｒ２ ０．９８ ０．９８ ０．９７ ０．９６ ０．９７

３．２ 模型能力比较

为了充分验证本文构建的 ＬＳＴＭ 模型的水位模拟精度，突出模型的优势以及后续模型应用，我们也用一

般的循环神经网络 ＢＰ 神经网络对鄱阳湖水位进行模拟，并与 ＬＳＴＭ 模型的模拟精度进行对比． ＢＰ 神经网
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图 ７ １９８１ ２０００ 年湖口站（ａ）和星子站（ｂ）水位预测结果

Ｆｉｇ．７ Ｗａｔｅｒ ｌｅｖｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ Ｈｕｋｏｕ ｓｔａｔｉｏｎ （ａ） ａｎｄ Ｘｉｎｇｚｉ ｓｔａｔｉｏｎ （ｂ） ｆｒｏｍ １９８１ ｔｏ ２０００

络同样是将 １９５６ １９８０ 年水文序列数据作为训练集，１９８１ ２０００ 年数据对模型进行验证，利用“五河”六站

和长江干流共 ７ 个流量站前 ７ ｄ 内的日均流量，组合预测鄱阳湖从上游到下游 ５ 个水位站未来 １ ｄ 的日均水

位． 比较了两种方法的各项评价指标（表 ２）．

表 ２ 两种神经网络方法验证阶段评价指标计算结果对比

Ｔａｂ．２ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｃａｌｃｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｗｏ ｍｅｔｈｏｄｓ ｉｎ ｔｈｅ ｔｅｓｔｉｎｇ ｓｔａｇｅ

模型 评价指标 湖口站 星子站 都昌站 康山站 吴城站

ＬＳＴＭ ＲＭＳＥ ／ ｍ ０．５０ ０．４９ ０．４６ ０．４１ ０．５０
ＮＳＥ ０．９８ ０．９８ ０．９７ ０．９６ ０．９６
Ｒ２ ０．９８ ０．９８ ０．９７ ０．９６ ０．９７

计算速度 ／ ｓ 　 　 　 　 ２１．６６
ＢＰＮＮ ＲＭＳＥ ／ ｍ ０．８５ ０．８６ ０．８７ ０．７７ ０．８２

ＮＳＥ ０．９５ ０．９４ ０．９１ ０．８４ ０．９０
Ｒ２ ０．９５ ０．９４ ０．９２ ０．８７ ０．９１

计算速度 ／ ｓ 　 　 　 　 １３８．８２

　 　 对五站水位的预测，ＬＳＴＭ 模型得到的最佳 ＲＭＳＥ 值均低于 ０．５０ ｍ，而 ＢＰＮＮ 模型得到的最佳 ＲＭＳＥ 值

除最上游康山站为 ０．７７ ｍ，其他四站的 ＲＭＳＥ 值均高于 ０．８０ ｍ；ＬＳＴＭ 模型得到的 ＮＳＥ，预测精度最低的康山

站水位也达到 ０．９６，而 ＢＰＮＮ 得到的 ＮＳＥ，预测精度最高的湖口站水位也仅有 ０．９５． 不难看出，我们构建的

ＬＳＴＭ 模型模拟精度明显强于 ＢＰＮＮ 模型． 除了模拟精度外，计算速度也是衡量模型性能的一个重要指标．
计算了两种模型的计算速度，结果表明，ＬＳＴＭ 模型的计算速度（ ２１． ６６ ｓ） 明显快于 ＢＰＮＮ 的计算速度

（１３８．８２ ｓ） ． 综上，构建的 ＬＳＴＭ 模型在精度和速度上较 ＢＰＮＮ 模型均具有明显的优势．
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图 ８ 三种训练数据集下模型验证结果比较
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３．３ 训练数据集的影响

实际情况中，应尽可能选取足够多的数据来建

模，但由于各种不可抗因素，往往无法获取完整的水

文时间序列数据． 为此，我们需要考虑选用不同的

训练数据集，分析模型的效果． 我们基于水文时间

序列数据自身的特点，利用上述参数设计好的

ＬＳＴＭ 模型，设计 ３ 种方案分别对五站水位进行预

测，分别为：①训练集数据为长时间序列（ １９５６
１９８０ 年）；②训练集数据较短时间序列（１９５６ １９６０
年）；③训练集数据时间序列为 ５ 个典型年：１９５４
年、１９７３ 年、１９７４ 年、１９７７ 年和 １９７８ 年． 根据《水文

情报预报规范》（ＧＢ ／ Ｔ ２２４８２ ２００８）中的距平百分

率划分径流丰平枯的标准，１９５４ 年和 １９７３ 年是典

型的丰水年，１９７７ 年是平水年，１９７４ 年和 １９７８ 年为

典型的枯水年． 利用 １９８１ ２０００ 年的数据进行验

证，比较 ３ 种训练集数据模式下模型拟合的效果．

图 ９ 三种训练集训练模式下都昌站 １９８１ ２０００ 年水位预测结果
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五站水位预测效果的各项评价指标计算结果如

图 ８ 所示，同种预测方案中，湖口站水位预测效果均

最好，康山站均最差． 方案①中，湖口站验证阶段

ＲＭＳＥ、ＮＳＥ 和 Ｒ２分别为 ０．５１ ｍ、０．９８ 和 ０．９８；康山

站相应的指标计算结果分别为 ０．４３ ｍ、０．９５ 和 ０．９５．
方案②中，五站水位预测的效果明显降低． 湖口站

ＲＭＳＥ、ＮＳＥ 和 Ｒ２分别为 ０．９３ ｍ、０．９４ 和 ０．９７；康山

站相应的指标计算结果分别为 ０．８８ ｍ、０．８０ 和 ０．９１．
方案①和方案②中训练集的样本量分别为 ９１２６ 和 １８２７． 而将样本量为 １８２０ 个的 ５ 个典型年的数据作为训
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练数据进行模型训练时，五站水位的预测效果与方案①相比较差，但明显优于方案②的预测效果． 湖口站

ＲＭＳＥ、ＮＳＥ 和 Ｒ２分别为 ０．７６ ｍ、０．９６ 和 ０．９６；康山站相应的指标计算结果分别为 ０．５６ ｍ、０．９２ 和 ０．９３． 所以，
我们在利用 ＬＳＴＭ 神经网络预测湖泊水位时，应尽可能选取足够长时间序列的数据． 若因为不可抗因素无法

获取完整的数据序列，选取涵盖各种代表性数据的典型年数据进行训练，也可以获得较好的模型预测效果．
都昌站代表鄱阳湖主湖区水位，３ 种方案下其水位预测的结果如图 ９ 所示（其他水位站预测结果与其相

似，故图省略），当 １９５６ １９８０ 年数据作为训练时间序列时，五站多年水位的预测值与真实值之间具有非常

高的对应关系． １９５６ １９６０ 年是鄱阳湖典型的枯水期，因而模型通过训练能够较好地反映低水位特征． ５ 个

典型年涵盖了几个重要的丰、枯水年信息，总体预测效果介于前两者之间．
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３３９⁃３４６． ＤＯＩ： １０．１０１６ ／ ｓ０００６⁃３２０７（０１）００２５９⁃２．

［ ３ ］ 　 Ｌｉｕ ＸＹ， Ｇｕａｎ ＹＮ， Ｇｕｏ Ｓ ｅｔ ａｌ． Ｖｅｇｅｔａｔｉｏｎ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｎｄ ｗａｔｅｒ ｌｅｖｅｌ ｃｈａｎｇｅ ｒｅｓｐｏｎｓｅ ｏｆ Ｐｏｙａｎｇ Ｌａｋｅ Ｗｅｔｌａｎｄ ｂａｓｅｄ ｏｎ
ｔｉｍｅ ｓｅｒｉｅｓ ｈａｒｍｏｎｉｃ ａｎａｌｙｓｉｓ． Ｊ Ｌａｋｅ Ｓｃｉ， ２０１６， ２８（１）： １９５⁃２０６． ＤＯＩ： １０．１８３０７ ／ ２０１６．０１２３． ［刘旭颖， 关燕宁， 郭杉

等． 基于时间序列谐波分析的鄱阳湖湿地植被分布与水位变化响应． 湖泊科学， ２０１６， ２８（１）： １９５⁃２０６．］
［ ４ ］ 　 Ｏｕｙａｎｇ ＱＬ， Ｌｉｕ ＷＬ． Ｓｔｕｄｙ ｏｎ ｔｈｅ ｖａｒｉａｔｉｏｎ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ Ｐｏｙａｎｇ Ｌａｋｅ ｗａｔｅｒ ｌｅｖｅｌ ｉｎ ｔｈｅ ｐａｓｔ ５０ ｙｅａｒｓ． Ｒｅｓｏｕｒｃｅｓ ａｎｄ

Ｅｎｖｉｒｏｎｍｅｎｔ ｏｆ ｔｈｅ Ｙａｎｇｔｚｅ Ｒｉｖｅｒ Ｂａｓｉｎ， ２０１４， （１１）： １５４５⁃１５５０． ＤＯＩ： １０．１１８７０ ／ ｃｊｌｙｚｙｙｈｊ２０１４１１００９． ［欧阳千林， 刘

卫林． 近 ５０ 年鄱阳湖水位变化特征研究． 长江流域资源与环境， ２０１４， （１１）： １５４５⁃１５５０． ］
［ ５ ］ 　 Ｍｉｎ Ｑ． Ｃｈａｎｇｅｓ ｉｎ ｔｈｅ ｓｈａｐｅ ａｎｄ ｗａｔｅｒ ｒｅｇｉｍｅ ｏｆ Ｐｏｙａｎｇ Ｌａｋｅ ｉｎ ｔｈｅ ｐａｓｔ ５０ ｙｅａｒｓ ａｎｄ ｉｔｓ ｒｅｌａｔｉｏｎｓｈｉｐ ｗｉｔｈ ｒｅｃｌａｍａｔｉｏｎ．

Ａｄｖａｎｃｅｓ ｉｎ Ｗａｔｅｒ Ｓｃｉｅｎｃｅ， ２０００， １１（１）： ７６⁃８１． ［闵骞． 近 ５０ 年鄱阳湖形态和水情的变化及其与围垦的关系． 水科

学进展， ２０００， １１（１）： ７６⁃８１． ］
［ ６ ］ 　 Ｇｕｏ Ｈ， Ｈｕ Ｑ， Ｊｉａｎｇ Ｔ． Ａｎｎｕａｌ ａｎｄ ｓｅａｓｏｎａｌ ｓｔｒｅａｍｆｌｏｗ ｒｅｓｐｏｎｓｅｓ ｔｏ ｃｌｉｍａｔｅ ａｎｄ ｌａｎｄ⁃ｃｏｖｅｒ ｃｈａｎｇｅｓ ｉｎ ｔｈｅ Ｐｏｙａｎｇ Ｌａｋｅ

ｂａｓｉｎ， Ｃｈｉｎａ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２００８， ３５５（１ ／ ２ ／ ３ ／ ４）： １０６⁃１２２． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２００８．０３．０２０．
［ ７ ］ 　 Ｙｅ ＸＣ， Ｚｈａｎｇ Ｑ， Ｂａｉ Ｌ ｅｔ ａｌ． Ａ ｍｏｄｅｌｉｎｇ ｓｔｕｄｙ ｏｆ ｃａｔｃｈｍｅｎｔ ｄｉｓｃｈａｒｇｅ ｔｏ Ｐｏｙａｎｇ Ｌａｋｅ ｕｎｄｅｒ ｆｕｔｕｒｅ ｃｌｉｍａｔｅ ｉｎ Ｃｈｉｎａ．

Ｑｕａｔｅｒｎａｒｙ Ｉｎｔｅｒｎａｔｉｏｎａｌ， ２０１１， ２４４（２）： ２２１⁃２２９． ＤＯＩ： １０．１０１６ ／ ｊ．ｑｕａｉｎｔ．２０１０．０７．００４．
［ ８ ］ 　 Ｌａｉ ＸＪ， Ｈｕａｎｇ Ｑ， Ｚｈａｎｇ ＹＨ ｅｔ ａｌ． Ｉｍｐａｃｔ ｏｆ ｌａｋｅ ｉｎｆｌｏｗ ａｎｄ ｔｈｅ Ｙａｎｇｔｚｅ Ｒｉｖｅｒ ｆｌｏｗ ａｌｔｅｒａｔｉｏｎｓ ｏｎ ｗａｔｅｒ ｌｅｖｅｌｓ ｉｎ Ｐｏｙａｎｇ

Ｌａｋｅ， Ｃｈｉｎａ． Ｌａｋｅ ａｎｄ Ｒｅｓｅｒｖｏｉｒ Ｍａｎａｇｅｍｅｎｔ， ２０１４， ３０（４）： ３２１⁃３３０． ＤＯＩ： １０．１０８０ ／ １０４０２３８１．２０１４．９２８３９０．
［ ９ ］ 　 Ｚｈａｎｇ Ｑ， Ｌｉｕ ＪＹ， Ｓｉｎｇｈ ＶＰ ｅｔ ａｌ． Ｅｖａｌｕａｔｉｏｎ ｏｆ ｉｍｐａｃｔｓ ｏｆ ｃｌｉｍａｔｅ ｃｈａｎｇｅ ａｎｄ ｈｕｍａｎ ａｃｔｉｖｉｔｉｅｓ ｏｎ ｓｔｒｅａｍｆｌｏｗ ｉｎ ｔｈｅ Ｐｏｙ⁃

ａｎｇ Ｌａｋｅ ｂａｓｉｎ， Ｃｈｉｎａ． Ｈｙｄｒｏｌｏｇｉｃａｌ Ｐｒｏｃｅｓｓｅｓ， ２０１６， ３０（１４）： ２５６２⁃２５７６． ＤＯＩ： １０．１００２ ／ ｈｙｐ．１０８１４．
［１０］ 　 Ｌａｉ ＸＪ， Ｊｉａｎｇ ＪＨ， Ｌｉａｎｇ ＱＨ ｅｔ ａｌ． Ｌａｒｇｅ⁃ｓｃａｌｅ ｈｙｄｒｏｄｙｎａｍｉｃ ｍｏｄｅｌｉｎｇ ｏｆ ｔｈｅ ｍｉｄｄｌｅ Ｙａｎｇｔｚｅ Ｒｉｖｅｒ Ｂａｓｉｎ ｗｉｔｈ ｃｏｍｐｌｅｘ ｒｉｖ⁃

ｅｒ⁃ｌａｋｅ ｉｎｔｅｒａｃｔｉｏｎｓ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１３， ４９２： ２２８⁃２４３． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１３．０３．０４９．
［１１］ 　 Ｎｏｕｒａｎｉ Ｖ， Ｂａｇｈａｎａｍ ＡＨ， Ａｄａｍｏｗｓｋｉ Ｊ ｅｔ ａｌ． Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ ｈｙｂｒｉｄ ｗａｖｅｌｅｔ⁃Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ ｍｏｄｅｌｓ ｉｎ ｈｙｄｒｏｌｏｇｙ：

Ａ ｒｅｖｉｅｗ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１４， ５１４： ３５８⁃３７７． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１４．０３．０５７．
［１２］ 　 Ｈｕ Ｑ， Ｆｅｎｇ Ｓ， Ｇｕｏ Ｈ ｅｔ ａｌ． Ｉｎｔｅｒａｃｔｉｏｎｓ ｏｆ ｔｈｅ Ｙａｎｇｔｚｅ ｒｉｖｅｒ ｆｌｏｗ ａｎｄ ｈｙｄｒｏｌｏｇｉｃ ｐｒｏｃｅｓｓｅｓ ｏｆ ｔｈｅ Ｐｏｙａｎｇ Ｌａｋｅ， Ｃｈｉｎａ．

Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２００７， ３４７（１ ／ ２）： ９０⁃１００． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２００７．０９．００５．
［１３］ 　 Ｚｈａｏ ＧＪ， Ｈöｒｍａｎｎ Ｇ， Ｆｏｈｒｅｒ Ｎ ｅｔ ａｌ． Ｓｔｒｅａｍｆｌｏｗ ｔｒｅｎｄｓ ａｎｄ ｃｌｉｍａｔｅ ｖａｒｉａｂｉｌｉｔｙ ｉｍｐａｃｔｓ ｉｎ Ｐｏｙａｎｇ ｌａｋｅ ｂａｓｉｎ， Ｃｈｉｎａ． Ｗａ⁃

ｔｅｒ Ｒｅｓｏｕｒｃｅｓ Ｍａｎａｇｅｍｅｎｔ， ２０１０， ２４（４）： ６８９⁃７０６． ＤＯＩ： １０．１００７ ／ ｓ１１２６９⁃００９⁃９４６５⁃７．
［１４］ 　 Ｇｕｏ Ｈ， Ｈｕ Ｑ， Ｚｈａｎｇ Ｑ ｅｔ ａｌ． Ｅｆｆｅｃｔｓ ｏｆ ｔｈｅ ｔｈｒｅｅ ｇｏｒｇｅｓ ｄａｍ ｏｎ Ｙａｎｇｔｚｅ ｒｉｖｅｒ ｆｌｏｗ ａｎｄ ｒｉｖｅｒ ｉｎｔｅｒａｃｔｉｏｎ ｗｉｔｈ Ｐｏｙａｎｇ Ｌａｋｅ，

Ｃｈｉｎａ： ２００３－２００８． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１２， ４１６ ／ ４１７： １９⁃２７． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１１．１１．０２７．
［１５］ 　 Ｙｅ ＸＣ， Ｚｈａｎｇ Ｑ， Ｌｉｕ Ｊ ｅｔ ａｌ． Ｄｉｓｔｉｎｇｕｉｓｈｉｎｇ ｔｈｅ ｒｅｌａｔｉｖｅ ｉｍｐａｃｔｓ ｏｆ ｃｌｉｍａｔｅ ｃｈａｎｇｅ ａｎｄ ｈｕｍａｎ ａｃｔｉｖｉｔｉｅｓ ｏｎ ｖａｒｉａｔｉｏｎ ｏｆ

ｓｔｒｅａｍｆｌｏｗ ｉｎ ｔｈｅ Ｐｏｙａｎｇ Ｌａｋｅ ｃａｔｃｈｍｅｎｔ， Ｃｈｉｎａ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１３， ４９４： ８３⁃９５． ＤＯＩ： １０． １０１６ ／ ｊ． ｊｈｙｄｒｏｌ．
２０１３．０４．０３６．

［１６］ 　 Ｚｈａｎｇ Ｑ， Ｙｅ ＸＣ， Ｗｅｒｎｅｒ ＡＤ ｅｔ ａｌ． Ａｎ ｉｎｖｅｓｔｉｇａｔｉｏｎ ｏｆ ｅｎｈａｎｃｅｄ ｒｅｃｅｓｓｉｏｎｓ ｉｎ Ｐｏｙａｎｇ Ｌａｋｅ： Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｙａｎｇｔｚｅ Ｒｉｖｅｒ
ａｎｄ ｌｏｃａｌ ｃａｔｃｈｍｅｎｔ ｉｍｐａｃｔｓ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１４， ５１７： ４２５⁃４３４． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１４．０５．０５１．



８７６　　 Ｊ． Ｌａｋｅ Ｓｃｉ．（湖泊科学），２０２０，３２（３）

［１７］　 Ｌｉ ＸＨ， Ｚｈａｎｇ Ｑ， Ｘｕ ＣＹ． Ｓｕｉｔａｂｉｌｉｔｙ ｏｆ ｔｈｅ ＴＲＭＭ ｓａｔｅｌｌｉｔｅ ｒａｉｎｆａｌｌｓ ｉｎ ｄｒｉｖｉｎｇ ａ ｄｉｓｔｒｉｂｕｔｅｄ ｈｙｄｒｏｌｏｇｉｃａｌ ｍｏｄｅｌ ｆｏｒ ｗａｔｅｒ
ｂａｌａｎｃｅ ｃｏｍｐｕｔａｔｉｏｎｓ ｉｎ Ｘｉｎｊｉａｎｇ ｃａｔｃｈｍｅｎｔ， Ｐｏｙａｎｇ ｌａｋｅ ｂａｓｉｎ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１２， ４２６ ／ ４２７： ２８⁃３８． ＤＯＩ： １０．
１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１２．０１．０１３．

［１８］ 　 Ｌｉ ＹＬ， Ｚｈａｎｇ Ｑ， Ｗｅｒｎｅｒ ＡＤ ｅｔ ａｌ． Ｉｎｖｅｓｔｉｇａｔｉｎｇ ａ ｃｏｍｐｌｅｘ ｌａｋｅ⁃ｃａｔｃｈｍｅｎｔ⁃ｒｉｖｅｒ ｓｙｓｔｅｍ ｕｓｉｎｇ ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ：
Ｐｏｙａｎｇ Ｌａｋｅ （Ｃｈｉｎａ） ． Ｈｙｄｒｏｌｏｇｙ Ｒｅｓｅａｒｃｈ， ２０１５， ４６（６）： ９１２⁃９２８． ＤＯＩ： １０．２１６６ ／ ｎｈ．２０１５．１５０．

［１９］ 　 Ｚｈａｎｇ Ｄ， Ｌｉｎｄｈｏｌｍ Ｇ， Ｒａｔｎａｗｅｅｒａ Ｈ． Ｕｓｅ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ ｔｏ ｅｎｈａｎｃｅ ｉｎｔｅｒｎｅｔ ｏｆ ｔｈｉｎｇｓ ｆｏｒ ｃｏｍｂｉｎｅｄ ｓｅｗｅｒ ｏｖｅｒ⁃
ｆｌｏｗ ｍｏｎｉｔｏｒｉｎｇ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１８， ５５６： ４０９⁃４１８． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１７．１１．０１８．

［２０］ 　 Ｚｈａｎｇ ＪＦ， Ｚｈｕ Ｙ， Ｚｈａｎｇ ＸＰ ｅｔ ａｌ． Ｄｅｖｅｌｏｐｉｎｇ ａ Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ （ＬＳＴＭ） ｂａｓｅｄ ｍｏｄｅｌ ｆｏｒ ｐｒｅｄｉｃｔｉｎｇ ｗａｔｅｒ ｔａｂｌｅ
ｄｅｐｔｈ ｉｎ ａｇｒｉｃｕｌｔｕｒａｌ ａｒｅａｓ． Ｊｏｕｒｎａｌ ｏｆ Ｈｙｄｒｏｌｏｇｙ， ２０１８， ５６１： ９１８⁃９２９． ＤＯＩ： １０．１０１６ ／ ｊ．ｊｈｙｄｒｏｌ．２０１８．０４．０６５．

［２１］ 　 Ｌｅｅ ＧＨ， Ｊｕｎｇ ＳＨ， Ｌｅｅ ＤＥ． Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｈｙｓｉｃｓ⁃ｂａｓｅｄ ａｎｄ ｄａｔａ⁃ｄｒｉｖｅｎ ｍｏｄｅｌｓ ｆｏｒ ｓｔｒｅａｍｆｌｏｗ ｓｉｍｕｌａｔｉｏｎ ｏｆ ｔｈｅ Ｍｅｋｏｎｇ
ｒｉｖｅｒ． Ｊｏｕｒｎａｌ ｏｆ Ｋｏｒｅａ Ｗａｔｅｒ Ｒｅｓｏｕｒｃｅｓ Ａｓｓｏｃｉａｔｉｏｎ， ２０１８， ５１（６）： ５０３⁃５１４．
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