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摘 要：径流模拟预报对于流域水灾害防御及水资源高效利用至关重要，而降水输入表达结构差异对径流模拟有显著影响。

作为地面观测降水的主要来源，选取合理分布与密度的雨量站点资料对提高径流模拟准确性十分重要。本研究采用长短时

记忆神经网络（LSTM）与图神经网络（GNN）构建一种时空图神经网络模型框架，融合水文要素时序动态特性与站点空

间拓扑关系的时空特征开展流域径流模拟研究；同时考虑雨量站密度与空间分布的影响，对比分析不同权重方法计算面降

雨量对模型性能的影响。结果表明：①聚类处理后得到的 4 种不同雨量站密度等级分布情景，对应的雨量站样本与总雨量

站比率依次为 100%、72.22%、50%与 27.78%。时空图神经网络在各情景下的径流模拟结果中纳什效率系数 NSE 平均值均

高于 0.93，其中分布 3 情景下径流模拟的 NSE、径流平均绝对误差 MAE、径流总量相对偏差 BIAS 与决定系数 R2 分别为

0.967、175.5m3/s、0.01 与 0.98，在径流总体过程以及高水与低水区段的表现均为最佳；②采用聚类权重法计算面平均雨量

进行径流模拟得到的结果在所有面平均雨量计算方法中最为稳健，其中 NSE 值整体水平最高，MAE 值普遍偏低，BIAS 值

最接近 0。在不同面平均雨量计算方法下，分布 3 在所有分布情景中模拟效果误差与偏差最小，总体表现仍保持为最佳。

通过优化雨量站网并选取合适的面雨量计算方法能够提升模型预测的效率与适应性，为提高径流模拟精度提供科学依据。 

关键词：径流模拟；雨量站密度；面降雨量；时空图神经网络；赣江流域 
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Abstract: Runoff simulation and forecasting play a critical role in watershed flood hazard mitigation and the optimal allocation of 

regional water resources. The structural heterogeneity of precipitation inputs is a core factor governing the accuracy and reliability of 

these hydrological processes. As the primary ground-based source of precipitation observations, rain gauges can substantially improve 

the accuracy of rainfall-runoff modeling when deployed with reasonable density and spatial distribution. This study develops a 

spatiotemporal graph neural network framework that integrates Long Short-Term Memory (LSTM) and Graph Neural Network (GNN) 

algorithms, enabling the joint capture of temporal dynamics of hydrological variables and spatial topological relationships among 

monitoring stations for watershed runoff simulation. In addition, multiple mean areal precipitation (MAP) estimation methods are 
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employed to systematically evaluate the effects of rain gauge density and spatial distribution on model performance. The results 

indicate that: (1) Four density distribution scenarios are established based on clustered rain gauge samples, corresponding t o 100%, 

72.22%, 50%, and 27.78% of the full monitoring network, respectively. All four scenarios achieve average Nash-Sutcliffe efficiency 

(NSE) values greater than 0.93. Specifically, Distribution 3 exhibits the optimal runoff simulation performance under both hi gh-flow 

and low-flow conditions, with NSE = 0.967, mean absolute error (MAE) = 175.5 m³/s, relative bias (BIAS) = 0.01, and coefficient of 

determination (R²) = 0.98. (2) Among all adopted MAP estimation methods, the clustering weight method delivers the most robust 

simulation results, yielding the highest NSE value, a relatively low MAE, and a BIAS value closest to zero. Moreover, Distribution 3 

maintains the best performance with minimum simulation errors and biases. The collaborative optimization of rain gauge network 

configuration and MAP estimation methods can effectively improve the efficiency, adaptability, and simulation accuracy of runoff 

simulation models, providing a reliable scientific basis for operational hydrological forecasting.  

Keywords: Runoff simulation; Rain gauge density; Mean areal precipitation; Spatio-Temporal Graph Neural Network; Ganjiang 
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精确可靠的径流预测对水资源高效利用和科学管理具有重要意义[1]，也是洪水风险评估和防洪决策

的关键依据[2,3]。由于流域水文过程的复杂性与数据观测的不确定性，实现精准的径流模拟预报仍然是一

个长期的挑战[4]，因此，辨析流域内径流演变规律及其影响要素，开展变化环境下的流域径流模拟预报

方法研究，对于水资源合理开发与利用具有重要意义[5]。 

近年来，数据驱动模型特别是智能算法的迅速发展[6,7]，为复杂环境下的流域水文模拟提供了强有力

的工具，并在流域径流模拟预报得到了广泛应用[8,9]。其中，图神经网络（GNN）已被证明是建模和聚合

信息的强大工具，Sun 等[10]应用 GNN 架构进行端到端的图学习，揭示了流域间的时空相似性；Xiang 等

[11]利用 GNN 聚合网格单元的输出，在全分布式模型中充分利用空间信息，提高了模型的泛化能力。GNN

将基于图的表示整合到神经网络中，在许多非欧几里得网络的预测领域中被用作拓扑依赖性的空间提取

方法以捕获流域中站点间的复杂关系，为水文相似性分析与网络优化提供物理可解释的框架，从而提升

径流模拟预测的精度与鲁棒性[12]。图数据在降水-径流过程中的时间及空间维度上同时具有动态性，构建

能够捕获径流形成过程中空间和时间依赖关系并识别具有相关性特征的模型显得十分必要[13]。将图神经

网络与长短期记忆网络和门控循环单元（GRU）等 RNN 集成的模型可以同时捕获空间依赖性与时间依

赖性，能够执行针对复杂水文过程的时空预测任务[14]。Farahmand 等[15]提出了改进的时空图卷积网络模

型，整合物理基础特征和人类感知特征来处理多种实时数据流，提高了预测的灵活性和适应性；Deng 等

[16]提出了层次静态-动态时空预测模型，同时考虑静态和动态空间相关性描述河流网络的空间汇流过程，

具有非欧几里得拓扑结构的河流网络中进行日径流预测，有效提高了预测精度。 

在建立数据驱动模型过程中，降水是最为关键的输入因子之一，而降水模式在不同空间和时间尺度

上存在异质性，使得降水数据输入具有不确定性，因此，提高降水数据输入精度对提升模型稳定性与效

率有着重要作用[17]。PANCHAL 和 YADAV[18]研究通过霍尔方法、K 均值聚类、层次聚类和自组织映射

四种方法识别关键雨量站，并利用 MIKE 11 NAM 水文模型评估不同网络设计方法的性能，为优化雨量

站网络提供了一种综合框架，其中霍尔方法设计的雨量站网络在径流预测方面表现最佳；Vijay 等[19]提出

一种基于贝叶斯模糊聚类的双层聚类方法，优化设计和扩展地面降水监测网络，重新设计的 GPN 在捕捉

降水时空模式方面表现良好，与基准降水模式具有较高的相似性。基于神经网络模型的输入特征通常考

虑降水等气象因素的空间异质性，但对空间信息的表达能力有限，限制对径流响应机制的建模[20]。而雨

量站的空间分布与密度决定了降水数据的空间分辨率和信息传播的有效性，合适密度的雨量站网络有助

于增强图结构对区域降水特征的表征能力，提高模型在时空尺度上对径流动态的模拟精度。因此，考虑

雨量站空间分布对径流模拟与预测模型性能的影响，有助于优化观测网络布局进而提高径流预测准确性。

然而，尽管以往已有许多对雨量站密度与分布对水文模拟精度的影响研究[21-24]，但这些研究多将气象输

入简化为规则网格或扁平向量，忽略了观测系统结构差异对监测站点间非欧几里得的空间拓扑结构与水

力联系的影响。此外，将流域内全部雨量站点数据作为数据驱动模型的输入，往往伴随着显著的信息冗
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余，从而干扰模型对降雨-径流响应关系的捕捉，需要优化雨量站位置以提高雨量站代表性[25]。因此本研

究将 LSTM 与基于图注意力机制的 GNN 方法纳入时空深度学习模型，将水文站作为观测流域水文状态

的系统节点，而将降雨作为节点状态变量变化的外部驱动，使得基于时空图神经网络的模型能够更好地

学习上下游气象属性与径流响应的信息传递机制。 

本研究构建了时空图神经网络框架进行径流模拟，允许模型学习邻接矩阵的自适应组合以处理空间

相互依赖性和降雨径流时间相关性，在此过程中考虑不同雨量站空间分布及其密度，对模型进行训练与

验证，系统评估其对径流预测性能的影响，同时考虑不同加权方法对面平均雨量计算的影响，评估模型

在不同空间数据条件下的适应性。 

1  研究方法 

1.1  时空图神经网络（STGNN）框架 

本研究采用一种基于时空图神经网络（STGNN）的径流模拟模型框架，如图 1 所示。该框架通过双

向长短期记忆网络捕获水文要素的时序动态特性，结合图注意力机制（GAT）构建各站点之间的空间拓

扑关系。在此基础上，利用 GNN 层聚合时间与空间维度的信息，进一步提取邻域空间信息，由“时间特

征提取-空间关系建模-多尺度融合”的流程进行径流模拟，通过特征融合实现多站点协同预测，主要步骤

包括： 

（1）通过 ArcGIS 进行水文分析处理得到河流分级与站点空间关系，使用图学习将河流网络概括为

一个图，水文站被视为节点，边代表其上游与下游链接。选择流域中具有空间邻接关系的水文站，构建

邻接矩阵，为模型输入序列创建图结构数据。 

（2）根据站点确定簇数量，通过降水序列特征分析站点间降水相关性，利用划分聚类方法选择雨量

站空间分布情况与对应雨量站样本，对雨量站分布模式进行优化，进一步定义不同的雨量站密度水平，

计算不同分布情景下的降水，并采用不同的计算面降雨量方法进行径流模拟。 

（3）将流域内水文站历史径流（Q）、不同分布模式下的降水（P）与潜在蒸散发（ETP）与邻接矩

阵作为输入数据，采用滑动窗口法生成样本，每个站点通过同一双向 LSTM 结构处理时间序列变量，捕

获时间依赖性并输出时间序列特征。 

（4）从时序特征提取站点的状态向量，通过多头图注意力机制处理站点关系，建模非欧式空间拓扑

图，捕捉局部空间模式聚合邻域信息，在时空特征经层归一化后级联，通过全连接层实现特征重组，输

出径流预测值。 
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图 1  基于时空图神经网络的流域径流模拟流程图 

Fig.1  Flowchart of catchment runoff simulation using the spatio-temporal graph neural networks 

1.1.1  双向长短期记忆网络 LSTM 能够有效地学习和记忆长序列中的长期依赖关系，同时保持对短期信

息的敏感性，其基本结构包括记忆单元与门控单元，每个门控单元都包含三个门：输入门、遗忘门和输

出门。输入门确定保留哪些输入信息；遗忘门决定保留多少先前的信息；输出门根据当前单元状态生成

新的隐藏状态并输出，而记忆单元中的细胞状态负责存储和更新状态变量。 

LSTM 网络由一个输入层、一个或多个 LSTM 层和一个输出层组成。双向长短期记忆网络（Bi-LSTM）

通过两个不同的 LSTM 分别处理输入序列的正向和反向信息进行数据特征提取，将两层的输出进行合并，
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在输出层中利用历史和未来的信息，分别捕捉从过去到当前与从未来到当前的依赖关系；其每个时间步

的输出是正向 LSTM 和反向 LSTM 的输出的组合[26]。 

1.1.2  图神经网络 将流域看作是遵循拓扑连接的图形 ( , )G V E ，将站点与站点间的连接关系表示为图

形结构的各个节点V 和边 E 。GNN 层不是所有节点的完全连接，将单元与上游和下游邻居连接以制定

节点和边的二元邻接矩阵，使用邻接矩阵 A聚合来自其相邻元素的每个节点或边的特征。图结构中的节

点V 和边 E 表示如下[27]： 

  
1

N

i i
V v

=
=   (1)

 

  ,ij i jE e v v V=    (2) 

式中：
i

v 表示一个节点；V 表示包含 N 个节点的集合；
ije 表示一条从 iv 指向

jv 的边。邻接矩阵 A是一

个 n n 的矩阵，当 ije E 时有 1ijA = ，而 ije E 时则有 0ijA = 。 

在每个 GNN 层中采用图注意力（GAT）机制，以集成注意力机制来学习不同重要性的邻居的空间

依赖关系[28]。图注意力网络（GAT）[29]率先将注意力机制引入节点聚合过程，通过可学习的参数化注意

力机制动态评估相邻节点的重要性。其核心机制包括节点聚合公式与注意力系数计算公式，分别如下式

所示。节点聚合通过注意力权重加权聚合邻居信息，节点 v 在第 k 层的聚合特征
( )k

va 可以通过聚合函数
( )k

agg 计算，该函数将来自所有邻居节点u 的特征
( )k

um 加权求和，权重由注意力系数
,u va 决定；注意力系

数
,u va 计算采用双线性变换和 LeakyReLU 激活的组合实现[30]。 

  ( )( ) ( ) ( )

, , :k k k

v agg u v ua a m u V=    (3) 

 
1 ( )

u

t t

v uv u

u N

a a Wa+



=    (4) 

 
( )( )

( )( )
,

exp L ReLU

exp L ReLU

v u

v ku

T

a a

u v
T

a ak N

eaky at W W
a

eaky at W W


 
 

=
 
 

  (5) 

式中：V 表示节点 v 的所有邻居节点集合；
( )k

agg 是第 k 层的聚合函数； aW 为线性变换权重矩阵；
,u va

表示节点 u对 v 的影响权重；向量 a 为注意力向量，其转置
Ta 用于计算节点特征的线性组合；符号 表

示向量拼接操作；集合 uN 表示节点 u的邻居节点集合，归一化注意力权重。 

1.1.3  K-medoid 聚类算法 K-medoid 是一种基于划分的聚类算法，通过将数据集划分为给定中心数量的

k 个簇，并选择簇内的数据点作为“中心点”（medoids），从而实现对数据的高效聚类[31]。K-medoid 算法

使用实际数据点作为簇的中心，对降水数据进行预处理，包括数据清洗、缺失值处理和标准化。该算法

将每个数据点分配到最近的中心点所在的簇中，重新计算每个簇的中心点，新的中心点从簇内的数据点

中选择，使簇内所有其他点到该中心点的距离之和最小，并进行迭代优化直至中心点不再发生变化，K-

medoid 算法最大限度地减小了簇内的总相似度W ，其计算公式[32]为： 

 ,1 kk

K

i mk i C
W d

= 
=   (6) 

式中： kC 表示第 k 个簇； km 为其中心点；k 为预先设定的簇数量； , ki md 为第 i 个站点和 km 的空间欧氏

距离。 

本研究采用聚类算法中最常用的距离度量即欧氏距离[33]进行计算，k 值作为聚类算法的外部参数[34]，

依据水文站数量确定结果。首先，选取 k 个雨量站样本作为初始聚类中心，而后计算所有站点样本到簇

中心的欧氏距离，将它们划分到距离最近的簇中。对于每个站点簇选择一个新的聚类中心，使得该簇内

其余站点到新的中心之间的距离之和最小，迭代至聚类中心不再变化。基于各站点到簇中心的欧氏距离

计算中心性得分，即某站点与所有其他站点综合距离的平均值，得分越低表示该站点到其他站点的平均

距离越小，即为对整体降水特征贡献越大、代表性越强的站点，随后按中心性得分由大到小对站点进行
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排序并以此基于中心邻近度优先抽样，使得选定的站点能够以最小的冗余度代表降水特征，构建出满足

雨量站密度等级设置方案的代表性雨量站样本组合，确定聚类优化后各分布下的雨量站样本选取。 

1.2  评价指标 

本研究使用 4 种常用的统计指标进行径流模拟结果评价，即纳什效率系数（NSE）、径流平均绝对

误差（MAE）、径流总量相对偏差（Bias）与决定系数（R²）来评估所提模型的预测性能[25,35]，其计算

公式分别为： 

 
( )

( )

2

, ,1

2

, ,1

1

n

obs t sim tt

n

obs t obs tt

Q Q
NSE

Q Q

=

=

−
= −
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式中：
,sim tQ 表示 t 时刻的模型模拟流量；

,obs tQ 表示 t 时刻的观测流量； ,obs tQ 表示实测流量的平均值；

,sim tQ 表示预测流量的平均值； n 表示时间序列的长度。 

NSE 取值范围为−∞到 1，R²取值范围为 0 到 1，两者的取值越接近于 1，模型性能越好[36]；MAE 与

BIAS 衡量模拟值与实测值之间的偏差程度[37]，两者取值越接近 0，模拟结果越好。 

2  研究区域与数据 

2.1  研究区域 

赣江是长江主要支流之一，是鄱阳湖水系中最大的河流[38]，主河道长 823km。赣江流域位于长江中

下游右岸，流域面积约 83500km²，占鄱阳湖流域的 51%。流域地处亚热带季风气候区，温暖湿润，雨水

充沛，主要集中在 4~9 月，年均降水量在 1400~1800mm，时空分布不均匀，具有明显的季节性，径流主

要由降水补给。流域内地势自南向北递减，地形以山地丘陵为主，盆地中部为低山丘陵区，下游为冲积

平原[39]。 

2.2  数据 

本研究构建模型下的输入数据分别为：（1）径流（Q）数据来源于水文年鉴外洲站、峡江（二）站、

吉安站、栋背站、峡山站的实测日平均流量数据。（2）降水（P）数据来源于中国气象数据网

（http://data.cma.cn/）中赣江流域内及其附近的 18 个气象站点数据。（3）潜在蒸散发（ET0），则基于

气象站点数据采用彭曼公式[40]计算获得。 

输入数据收集了 1980 至 2010 年的日尺度气象与水文数据。其中，气象数据包括赣江流域内的 18 个

国家气象站点的降水资料与日最高气温、日最低气温、日平均气温、2m 高度风速、相对湿度、日照时数、

气压、纬度和海拔高度资料。模型输入数据中的降水与潜在蒸散发为面平均雨量和面平均潜在蒸散发，

采用不同面平均计算方法即聚类权重法[19]、反距离加权法[41]、泰森多边形法[42]与普通克里金法[43]计算得

到。数据集按照 8：2 的比例划分为训练期和验证期，即训练期资料序列为 1980/1/1—2004/9/22，验证期

资料序列为 2004/9/23—2010/12/31。 
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图 2  赣江流域水文站与雨量站分布图 

Fig. 2  Distribution map of the hydrological and rain gauge stations in the Ganjiang River Basin  

3  结果与讨论 

3.1  雨量站划分聚类结果 

将雨量站划分至各个簇中，将每个雨量站的日尺度降水序列作为完整时间序列特征向量，在不同簇

下计算雨量站之间的降水时间序列相似度以表征降水幅值差异，进一步在现有雨量站中选择关键站点，

分次选取更具代表性的站点作为样本，即“最佳降水样本”作为模型模拟的输入数据。本研究以最佳降

水样本作为每种不同雨量站空间分布情景下的数据样本，为了研究不同雨量站网密度及其空间分布对降

水量估计值的影响，参考已有研究中采用的典型分级密度设置方案定义了 4 个不同的雨量站密度等级

[44,45]，即所选取雨量站数与总雨量站数的比率，每个密度等级都从完整的雨量站网络中选取雨量站样本

组合，所对应的雨量站密度水平依次为 100%、72.22%、50%与 27.78%，分布情景依次为分布 1、分布 2、

分布 3 与分布 4，具体如图 3 所示。从雨量站的空间分布上看，随着站点密度下降，选取的关键站点并

非呈现随机分布，而是优先移除了空间邻近且降水同步性高的密集站点，保留了高海拔地形雨多发区的

站点如遂川站和中部河谷平原站点如吉安站，在构建雨量站网时对降水信息具有敏感性。 

图 3  不同雨量站密度下的赣江流域雨量站分布图 

Fig. 3  Distribution maps of rain gauge stations under different densities in the Ganjiang River Basin 

3.2  不同雨量站分布情景下径流模拟结果 

3.2.1  模型参数设置 模型结构与超参数的选择会显著影响其性能，适当的超参数设置可以有效地优化
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预训练模型[46]。模型超参数采用贝叶斯优化算法进行率定调优，其中 LSTM 隐藏层数 num_layers 默认设

置为 2 层。为了消除模型超参数敏感性对不同雨量站分布情景评价的干扰，本研究对每种分布情景独立

进行了超参数寻优以确保模型在每种环境下均能达到其性能上限。具体参数设置见表 1。 

（1）LSTM 模型：本研究中所采用的 LSTM 模型，其主要超参数包括隐藏层数（num_layers）、舍

弃率（dropout）、训练轮数（epochs）、隐藏神经元数量（hidden_size）、批次大小（batch_size）以及

学习率（learning_rate）。 

（2）GNN 模型：采用 Adam 梯度下降算法对模型进行训练，其主要参数设置包括：隐藏层数

（num_layers）、学习率（learning_rate）、隐藏神经元数量（hidden_size）、注意力头数（num_heads）。

模型训练过程中选用均方误差（MSE）作为损失函数，优化器采用 Adaptive Moment Estimation (Adam)，

每种分布情景下的输入数据在预处理阶段采用最小-最大归一化（Min-Max Scaling）方法进行标准化处理

[47]。 

表 1  LSTM 与 GNN 模型的超参数设置结果 

Tab.1 Hyper-parameter settings of the LSTM and GNN approaches 

模型参数 
LSTM层 GNN层 

分布1 分布2 分布3 分布4 分布1 分布2 分布3 分布4 

隐藏层层数 2 2 2 2 2 1 1 2 

隐藏神经元数量 180 188 99 166 48 69 115 86 

注意力头数 / 1 7 3 1 

舍弃率 0.3 0.3 0.14 0.3 0.3 0.3 0.14 0.3 

学习率 0.0005 0.001 0.001 0.0005 0.0005 0.001 0.001 0.0005 

批次大小 8 22 46 29 8 22 46 29 

3.2.2  径流模拟结果分析 对于不同雨量站分布下的模型在验证期得到径流模拟的平均评价指标结果见

表 2。结果表明，模型的径流模拟的各评价指标在分布 3 下，即雨量站密度为 50%时表现最佳，具有最

高的精度。此外，随着雨量站密度升高至最高密度时，模型的评价指标性能不再出现明显提升，这表明，

当雨量站密度达到一定阈值时，雨量站的空间分布与站网布设密度对模型性能的影响有更显著的效果。 

表 2  不同雨量站分布下的径流模拟结果 

Tab.2 Runoff simulation performances under different rain gauge distributions 

雨量站分布 
站点模拟结果平均值 

NSE MAE BIAS（%） R2 

分布 1 0.945 193.9 4.11 0.955 

分布 2 0.931 192.2 7.14 0.974 

分布 3 0.967 175.5 1.46 0.980 

分布 4 0.932 221.1 9.26 0.953 

图 4 对比分析了不同雨量站分布下 5 个站点的径流模拟结果，可以看出，模型在各站点均取得较高

的径流模拟结果（NSE 均大于 0.87），说明时空图神经网络模型在赣江流域的适用性良好。其中，分布

3 在 3 个站点的 NSE 值高于其他分布情景并趋于稳定，MAE 值在四种分布情景中最小（外洲站除外），

且 BIAS 值基本集中在 0 附近，模拟结果与实测值的系统性偏差较小，表现最佳。分布 1 表现仅次于分

布 3，上游栋背站和峡山站的 NSE 值相对偏低，表明其拟合能力在不同站点间存在波动，这可能是因为

位于上游的站点信息传播路径较长，导致获取的有效信息不足。相比之下分布 2 与分布 4 的径流模拟结

果表现一般。其中，分布 2 的 MAE 值在多个站点取得最大值，误差较大；分布 4 在除峡山站以外的 4 个

站点的 BIAS 值在各分布中均为最大相对偏差。四种分布情景在所有站点的 R2 值均在 0.9 以上，模型的

总体拟合能力良好，其中分布 3 在所有站点达到最高 R2 值，线性拟合能力最佳。 
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图 4  不同雨量站分布下的评价指标结果对比 

Fig. 4 Comparisons of evaluation metrics under different rain gauge distributions 

对于不同雨量站分布情景而言，尽管分布 1 具有最高的站点密度，但该情景下可能会引入部分高山

站点如井冈山站的低相关性局地降雨与距离过近站点的冗余信息，导致模型输入的不确定性增加[48]。雨

量站位于沿河网距离近处与河网汇流区如分布 3 时，能够准确捕捉到集水区具有高空间相关性的主要降

水特征，在站点数量有限的情况下，当站点网络拓扑能够覆盖降雨空间模式的主成分时模型能够通过传

递信息获得较高精度的模拟结果[49]。而在低密度时站点间距过大，缺乏足够观测点以获得稳健的降雨场

连续空间结构特征，导致流域系统降雨信息的丢失。这表明，在所有雨量站中存在某些站点不能反映区

域内的整体降水情况，与周围其他的雨量站观测的降水信息存在一定差异，增加这些站点降低了空间降

水计算的性能。上述结果验证了雨量站数量与空间布设的合理优化对与径流模拟精度的重要性。 

图 5 对比了五个代表性水文站点（外洲站、峡江（二）站、吉安站、栋背站、峡山站）在四种分布

情景下的流量模拟与实测值对比结果。每组子图中的左图为不同分布下的超出概率-流量频率曲线图，描

述一定时间内径流量超出某一值的概率，对比各分布在中高流量与极值段的表现；右图为累积频率对数

流量曲线图，采用对数尺度纵坐标，分析对低流量的模拟能力。 

在高流量情况下，分布 2 在小于 10-1 的区间段如图 5（a）与（b）模拟值较实测值偏低，而分布 1

在所有站点的曲线均存在高于实测值部分曲线的情况，在超出概率小于 10-2 区间段（高流量段）明显偏

离实测值。由于上游站点的大洪水样本稀缺带来的模拟不稳定性，在吉安、栋背、峡山站对极端洪水事

件的模拟存在大幅高估的现象，这表明分布 1 情景下的站点布设在一定程度上存在冗余的水文信息，在

GNN 节点聚合领域空间信息时更容易放大降水输入，导致径流模拟结果产生高估的现象。其他分布的流

量模拟值整体趋势与实测值基本相符，分布 4 整体与实测值曲线最为接近，但从图 5（d）与（e）可以看

出其在高水区段仍较径流实测值偏高，且在实测流量值呈下降趋势时出现陡降的突变情况（图 5b），这

表明该分布对样本数据的波动具有敏感性，这可能是因为雨量站密度较低，稀疏站点难以捕捉流域内降

雨的实际变化特征[50]。分布 3 下模型的径流模拟与实测值曲线较为接近，曲线形态更为连续平稳，表明

其在高流量条件下模拟的准确性和鲁棒性，说明通过优化雨量站网布设能够提升模型对降雨径流过程的

刻画效果。 
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图 5  超出概率-流量频率与累积频率-对数流量曲线图 

Fig. 5 Curve diagrams of Exceedance probability-flow frequency and cumulative frequency-log flow 

4 种分布情景在低流量情况下模拟精度之间的差异减小。分布 1 在累积频率介于 0.2 与 0.7 间的中

流量区模拟值与实测值较为贴合，但在累积频率大于 0.7 时仍然表现出偏高的模拟误差。同时，分布 4

在累积频率为 0.8~1.0 的高频率区间的模拟值均高于实测值，说明该分布下对枯水区段径流模拟存在局

限性，这可能与在站点稀疏条件下的降水输入平滑化有关，使得低流量或中小流量被高估[51]。分布 2 与

分布 3 在图中均表现出较好的拟合效果，对低流量期的模拟误差较小。其中分布 3 在高超出概率的模拟

结果要更贴近实测值曲线如图 5（e），分布 3 较分布 2 相比，误差波动幅度更小，较其他分布的模拟曲

线更为平滑，表明分布 3 在低流量下的流量模拟相对稳定，在不同站点与所有分布中表现出较强的适应

性。 

综上，在不同水文站与流量等级表现中，分布 1 在中小洪水段表现较稳定，但在极端事件下模拟值

明显偏高，误差较大；分布 2 模拟趋势稳定，对于中高洪水量级模拟性能较佳，但在低流量段的误差控

制存在局限性；分布 3 的流量模拟表现最稳健且具有一致性，在高水与低水区段保持良好的拟合能力，

具备较强的泛化能力；分布 4 在高水区段的模拟趋势与实测值较接近，但在个别站点如栋背站出现模拟

结果偏高的现象，在枯水区段径流模拟值整体偏高。这表明雨量站密度与空间分布的差异性对高水部分

的径流模拟影响更显著，在站点密度较小时倾向于高估流量。 

3.3  不同面平均雨量计算方法下径流模拟结果 

根据 K-medoid 聚类方法所计算的簇中心和样本与簇中心的距离选择雨量站作为不同雨量站分布情

景下的样本，计算面平均雨量时不同站点的加权权重即聚类权重，由聚类时站点间欧氏距离计算的中心

性得分归一化确定。为了评估不同方法计算面平均雨量数据对在径流模拟中的适用性，本研究进一步选

取了常用的反距离加权法、泰森多边形法和普通克里金法，在进行子流域划分处理后计算不同方法下的

面平均雨量，对不同雨量站分布情景下的模型性能进行对比分析，其中分布 4 以单站点为降水样本故权
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重相同。选取 NSE、MAE、BIAS 作为对比评价指标，分布 1、2 和 3 三种不同分布情景在三种评价指标

下的模型性能表现如图 6 所示。 

图 6  不同面平均雨量计算方法下的径流模拟结果对比 

Fig. 6  Comparison of Runoff Simulation Results under Different Areal Precipitation Estimation Methods 

以计算面雨量方法为对比，聚类权重法表现最佳，其 NSE 值在分布 2 与分布 3 均取得最高平均值

为 0.93 与 0.97，且在分布 1 的拟合度也较高。同时，其 MAE 值普遍偏低，BIAS 值线段最接近 0 且波动

范围小，表现出较低的误差与偏差，在模拟精度与稳定性上具有明显优势。反距离加权法的 NSE 值整体

略低于聚类权重法，在各分布情景下表现较稳定，但在 MAE 值上表现出较大的模拟误差。泰森多边形法

模拟效果相对一般，BIAS 值在分布 2 中为负，在其他分布情景为正，受雨量站分布影响明显。普通克里

金法表现不稳定，在分布 1 中整体性能较差，NSE 值下降并出现 0.61 的极低值，MAE 值升高至 491.9m3/s，

BIAS 值达到-0.58。这可能是由于克里金法依赖半变异函数对空间相关性的建模[52]，对站点的空间结构具

有一定要求。总体而言，聚类权重法对雨量站密度变化的敏感性小，能够保持较高的模拟精度，在三种

分布情景下均表现出良好的适应性与稳健性。 

以分布情景为对比，从整体上看，在分布 1 情景下的聚类权重法与反距离加权法拟合较好，但泰森

多边形法与普通克里金法均存在明显的误差，这可能是因为分布 1 的站点空间分布存在一定不均衡结构，

雨量站样本中处于流域边缘的站点对不同方法具有影响[53]。各方法在分布 2 下的模拟精度差异明显减小，

其中聚类权重法与普通克里金法模拟效果稍好，四种计算方法的性能结果趋近。分布 3 中所有方法的误

差与偏差总体均偏小，NSE 值在各站点都保持较高水平（0.95~0.99），这表明，分布 3 的雨量站空间分

布与密度具有一定代表性，能够反映流域降雨量的整体情况。 
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4 结论 

本研究基于时空图神经网络模型框架，以赣江流域为例对比分析了不同雨量站空间分布情景及其密

度下的模型径流模拟性能，同时考虑了不同面平均雨量计算方法对径流模拟精度的影响，主要结论为： 

（1）考虑流域雨量站空间分布与密度，在 4 种不同雨量站分布情景下采用时空图神经网络进行径

流模拟，结果表明，雨量站密度到一定阈值时模型的性能指标将不会再明显提升，且 4 种分布的 NSE 平

均值均高于 0.93，其中分布 3 的评价指标与径流总体过程拟合效果均表现最佳。通过聚类算法对雨量站

分布进行优化，划分后得到的雨量站分布情景为分布 1、分布 2、分布 3 与分布 4，所对应的雨量站密度

水平依次为 100%、72.22%、50%与 27.78%。与其他分布相比，分布 3 下的径流模拟的纳什效率系数 NSE、

径流平均绝对误差 MAE、径流总量相对偏差 BIAS 与决定系数 R2 分别为 0.967、175.5m3/s、0.01 和 0.98，

在模拟结果中评价指标结果最优，在中小洪水至大洪水区间中拟合能力良好，模拟误差较小且分布集中。

这表明，由时空图神经网络框架构建模型能够捕捉水文站节点间的水文信息来准确进行径流模拟，通过

优化雨量站网能够提高雨量站代表性，以提升模型模拟的精度与效率。 

（2）对于不同面平均雨量计算方法，聚类权重方法在所有方法与分布情景下表现最稳健，模拟效果

最佳。聚类权重方法的评价指标中，NSE 值保持较高的整体水平，MAE 值偏低并具有最低的平均值，BIAS

波动小且最接近 0，表明聚类权重方法具有对空间与时序特征的识别能力和适应性，能够有效捕捉流域

站点降水与蒸散发的时序特征，提高模型模拟的准确性。同时，分布 3 在不同面平均雨量计算方法下依

旧具有最稳定的指标性能。这说明，在不同空间分布与密度的雨量站网络条件下，合适的计算降雨输入

方法能够更有效地处理信息。 

本研究采用时空图神经网络模型框架以研究不同雨量站密度及其空间分布，旨在通过融合时间与空

间特征，优化雨量站网，从而提高模型的模拟能力和效率。未来可考虑聚合更多与径流生成相关的空间

信息，结合物理约束与实时数据进行研究，提高预测的准确性和适应性。 
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